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Резюме

Цель исследования – оценить влияние метаданных, добавляемых к обучающему набору данных, на произво-
дительность работы системы искусственного интеллекта, направленной на работу с диагностическими изобра-
жениями головного мозга. Материал и методы. В качестве основы использовали расширенный набор ком-
пьютерных томограмм головного мозга с наличием и отсутствием признаков внутричерепного кровоизлияния, 
дополненный клиническими и техническими параметрами. Из набора выбрали 176 исследований (106 ‒ для 
обучения, 70 – для тестирования), которые специальным образом подготовили для подачи в нейронную сеть: 
сегментировали с выделением области интереса (головной мозг), нормализовали, удалили фон. В качестве 
базовой нейронной сети использовали нейросетевую архитектуру ResNet10, способную анализировать трех-
мерные медицинские изображения. Она была объединена с другой нейронной сетью для формирования архи-
тектуры ResNet10_Meta, которая с помощью подхода One-Hot-Enconding (OHE) подключает к анализу непо-
средственно изображений другие метаданные. В качестве метаданных выбрали четыре параметра: Manufacturer, 
SliceThickness, PatientAge, XrayTubeCurrent. Результаты. Проведено 12 экспериментов по обучению нейронной 
сети с поочередным присоединением одного, двух или всех дополнительных параметров. Модель с добавлением 
параметра XTube продемонстрировала наиболее высокую специфичность (82,3 %, 95%-й доверительный интер-
вал (95 % ДИ) [69,6–94,9]), превосходя базовую модель Baseline без подключения дополнительных метаданных 
(специфичность 79,4 %, 95 % ДИ [66,0–92,8]). Чувствительность модели c добавлением нескольких метаданных 
(XTube + SliceT) была сравнительно больше (69,7 %, 95 % ДИ [54,5–84,9]), чем модели Baseline. Модель с до-
бавлением всех метаданных «All params» существенных улучшений не продемонстрировала. Однако все най-
денные различия оказались статистически незначимыми (p > 0,05). Заключение. Наши данные продемонстри-
ровали отсутствие статистически значимых различий в производительности нейронной сети, анализирующей 
диагностические изображения без учета или с учетом метаданных, добавляемых к обучающему набору данных. 
Тем не менее данное исследование пилотное и проведено на ограниченной выборке, поэтому еще предстоит 
выяснить, могут ли коммерчески доступные инструменты искусственного интеллекта быть абсолютно нечув-
ствительными к техническим характеристикам изображений. 

Ключевые слова: компьютерная томография, искусственный интеллект, внутричерепные кровоизлияния, 
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Abstract

The aim of the study is to evaluate the impact of metadata added to the training dataset on the performance of an 
artificial intelligence system aimed at working with diagnostic brain images. Material and Methods. An expanded 
set of computed tomography scans of the brain with and without signs of intracranial haemorrhage, supplemented 
with clinical and technical parameters, was used as a basis. From the dataset, 176 studies were selected (106 for 
training, 70 for testing), which were specially prepared for input into the neural network: they were segmented with 
the region of interest (the brain) highlighted, normalized, and the background was removed. The ResNet10 neural 
network architecture, which is capable of analyzing 3D medical images, was used as the underlying neural network. 
It was combined with another neural network to form the ResNet10_Meta architecture, which, using a One-Hot-
Enconding (OHE) approach, connects other metadata to analyze images directly. Four parameters were selected as 
metadata: ‘Manufacturer’, ‘SliceThickness’, ‘PatientAge’, and ‘XrayTubeCurrent’. Results. Twelve experiments were 
conducted to train the neural network with one, two, or all of the additional parameters added alternately. The model 
with the addition of the ‘XTube’ parameter showed the highest specificity (82.3 %, 95 % confidence interval (95 % CI) 
[69.6–94.9]), outperforming the Baseline model without additional metadata (specificity 79.4 %, 95 % CI [66.0–92.8]). 
The ‘XTube + SliceT’ model with the addition of multiple metadata showed comparatively higher sensitivity (69.7 %, 
95 % CI [54.5–84.9]) relative to Baseline model. The model with the addition of all metadata ‘All params’ did not 
show significant improvements. However, all differences found were statistically insignificant (p > 0.05). Conclusions. 
Our data demonstrated that there were no statistically significant differences in the performance of a neural network 
analyzing diagnostic images without or with metadata added to the training dataset. However, this study is pilot and was 
conducted on a limited sample, so it remains to be seen whether commercially available artificial intelligence tools can 
be completely insensitive to image specifications. 
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Введение
Нагрузка на врачей-рентгенологов непре-

рывно увеличивается, превышая рост количества 
новых специалистов данного профиля. Для того 
чтобы рентгенологам было проще поддерживать 
высокую производительность труда, активно раз-
рабатываются и внедряются в клиническую дея-
тельность различные системы поддержки приня-
тия решений с использованием искусственного 
интеллекта (системы искусственного интеллекта, 

СИИ) [1]. В своей типичной реализации СИИ, ко-
торые обучены искать определенную патологию, 
обрабатывают медицинские изображения сразу 
после того как они были сделаны, размечают их, 
выделяя патологические области, и формируют 
текстовый ответ, который приходит рентгенологу 
вместе с обработанной СИИ и нативной сериями 
[2–4], ранжируют списки исследований для опи-
сания, подсвечивая те, где есть неотложная пато-
логия (т.е. осуществляют триаж) [5]. Также СИИ 
могут производить разметку естественных ана-
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томических структур (измерять размеры, объем, 
степень смещения и прочее) – то, что рентгенолог 
обычно делает вручную [6, 7].

Несмотря на большие ожидания от подобных 
СИИ и потенциальные преимущества их исполь-
зования, из-за некоторых ограничений их не сра-
зу можно встроить в рутинную практику [8]. На-
пример, чтобы диагностическая ценность СИИ 
была высокой, метрики их работы должны дости-
гать оптимальных значений, что требует исполь-
зования больших и разнообразных обучающих 
наборов данных [9, 10]. Влияют и погрешности 
при составлении наборов данных [11], и плохая 
обобщаемость [12], и ограниченное количество 
клинических валидационных исследований, где 
в режиме реальной клинической практики СИИ 
проходили бы «боевое тестирование» [13]. Не-
корректный анализ СИИ диагностического ис-
следования вместо помощи может затруднить 
работу врача, вынуждая его уделять дополнитель-
ное внимание ложноположительным результатам 
или меньшее – ложноотрицательным, что может 
привести к большему количеству пропусков па-
тологий [14]. 

Помимо чисто технических и инфраструк-
турных сложностей имеется множество данных, 
когда СИИ с изначально высокими метриками 
точности работы встраивался в клинический 
поток исследований, и его показатели падали. 
Особенно часто это наблюдается в отношении 
специфичности [15, 16]. Причин может быть 
несколько. Во-первых, в условиях рутинной 
практики встречается гораздо больше, чем в об-
учающих или валидационных наборах данных, 
исследований с различными артефактами, что ос-
ложняет корректную обработку изображений для 
СИИ. Во-вторых, исследования, выполненные на 
разных моделях диагностического оборудования 
от разных производителей, имеют технические 
характеристики, отличающиеся друг от друга. 
Особенно это заметно для компьютерной томо-
графии (КТ). Разнообразие фильтров реконструк-
ций, значений силы тока трубки, толщины срезов 
и других метаданных может влиять на метрики 
работы СИИ [17], поскольку они изменяют ха-
рактеристики самих изображений [18–20]. Тем не 
менее достоверной исчерпывающей информации 
на этот счет пока нет. 

Мы предположили, что добавление к наборам 
данных, предназначенных для обучения СИИ и 
содержащих диагностические изображения с на-
личием или отсутствием патологии, некоторых 
метаданных, которые относятся к техническим 
параметрам КТ, помогут улучшить метрики точ-
ности. В качестве наиболее показательного и 
простого для обучения нейронных сетей примера 

была выбрана КТ головного мозга с признаками 
внутричерепных кровоизлияний [21]. Таким об-
разом, целью нашей работы стала оценка влияния 
метаданных, добавляемых к обучающему набору 
данных, на производительность работы СИИ, на-
правленной на диагностику внутричерепных кро-
воизлияний. 

Материал и методы

Формирование наборов данных для обучения 
и тестирования 
В качестве основы использован расширен-

ный набор КТ головного мозга с наличием и 
отсутствием признаков внутричерепного кро-
воизлияния, дополненный клиническими и тех-
ническими параметрами [22]. Набор состоял из 
800 КТ, из которых 400 исследований содержали 
кровоизлияния и 400 были без признаков пато-
логии. Среди технических метаданных, кото-
рые теоретически подходили для дальнейшего 
анализа, содержались следующие параметры: 
фильтр реконструции (ConvolutionKernel), опи-
сание серии (SeriesDescription), толщина среза 
(SliceThickness), производитель (Manufacturer), 
напряжение на трубке (KVP), сила тока труб-
ки (XRayTubeCurrent), возраст пациента (Patient 
Age).

Для формирования из данного набора обуча-
ющей и тестовой выборок мы исключили серии, 
содержащие артефакты от движений и металли-
ческих конструкций, с толщиной срезов более 
2,5 мм, а также реконструированные с исполь-
зованием «костного» фильтра. В тренировочную 
выборку вошло 106 исследований с соотношени-
ем классов 50 на 50 (53 исследования без пато-
логии, 53 исследования с кровоизлияниями), из 
них 90 использовались для обучения и 16 – для 
проверки. В тестовую выборку вошло 70 иссле-
дований (35 исследований без патологий, 35 ис-
следований с кровоизлияниями). Тренировочная 
и тестовая выборки также балансировались с 
учетом метаданных. По этой причине было взято 
только 176 КТ из 800, содержащихся в исходном 
наборе данных. В нем преобладал производитель 
Toshiba (596 исследований), другие же произво-
дители были представлены в гораздо меньшем 
количестве: GE Medical Systems – 95 исследова-
ний, Siemens – 87 исследований, Philips – 22 ис-
следования. Перевес томографов производите-
ля Toshiba, в целом, соответствует российскому 
ландшафту диагностического оборудования, по-
этому было принято решение выполнить балан-
сировку обучающей и тестовой выборок по пара-
метру Manufacturer (рис. 1). 
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Подготовка КТ-исследований для подачи в 
нейронную сеть
Для выделения области интереса (ROI) и 

стандартизации исследований применяли сег-
ментацию мозга. Использовали предобученную 
нейронную сеть U-net, которая способна вы-
делять на бесконтрастной КТ одновременно 11 
внутричерепных структур. Код модели и веса, 
полученные после обучения, доступны в репо-
зитории Github [23]. Процесс перевода масок из 
детального представления в бинарное показан на 
рис. 2. После наложения масок перед подачей в 
нейронную сеть на томограммах удаляли фоно-
вые структуры (CropForeground), масштабиро-
вали значения пикселей в диапазоне [–20, 200] 
(ScaleIntensityRange), выходное расстояние меж-

ду вокселами приводили к значению 2.0 для вы-
соты и ширины, 1.5 – для оси глубины (Spacing), 
а также нормализовали значения пикселей в диа-
пазоне [0, 1] (Normalize) перед входом в нейрон-
ную сеть. Далее полученные предобработанные 
исследования (рис. 3) использовали для обучения 
нейронной сети.

Нейронная сеть для анализа диагностических 
изображений с классификатором
Для того чтобы исследовать влияние метадан-

ных на работу СИИ, направленной на анализ диа-
гностических изображений, выбрана нейросете-
вая архитектура ResNet10 (3D). ResNet10 состоит 
из четырех блоков, размер каждого из которых 
составляет 64, 128, 256, 512 фильтров. На вход 

Рис. 1. Разбиение исследований по параметру «Manufacturer» в обучающей (а) и тестовой (б) выборке
Fig. 1.  Characterisation of brain computed tomography scans according to the parameter ‘Manufacturer’ in the train-

ing (а) and test samples (б)

Рис. 2. Перевод маски (а) в бинарное представление (б)
Fig. 2. Translating a mask (а) into a binary representation (б)
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подается одноканальное трехмерное изображе-
ние, на выходе модель прогнозирует два класса 
(норма или кровоизлияние). Обучение построено 
на PyTorch, в качестве оптимизатора использова-
ли RАdam, начальная скорость обучения состав-
ляла 5e-5, каждые две эпохи она снижалась на 
10 %, всего прошло 12 эпох обучения.

Выбор метаданных 
Из всех представленных в наборе технических 

метаданных мы выбрали четыре параметра для 
проверки их влияния на работу нейронной сети: 
«Manufacturer», «SliceThickness», «PatientAge», 
«XrayTubeCurrent». Тег «Manufacturer» содержит 
наименование компании-производителя обору-
дования, на котором выполнено исследование, 
т.е., по сути, уже объединяет в себе информацию, 
которая находится в тегах «ConvolutionKernel» и 
«KVP», поскольку эти значения у каждого про-
изводителя свои и почти не варьируют от модели 
к модели. Тег «SliceThickness» описывает тол-
щину среза, с которой выполнено сканирование, 
«PatientAge» содержит информацию о возрасте 
пациента, «XrayTubeCurrent» показывает силу 
тока, протекающего через рентгеновскую трубку 
КТ-аппарата.

Кодирование метаданных для подключения
Для кодирования метаданных применен под-

ход One-Hot-Enconding (OHE), который осно-
вывается на создании бинарных признаков, по-
казывающих принадлежность к уникальному 
значению. Возраст мы разделили на четыре ин-
тервала, согласно классификации ВОЗ: 0–44 (мо-
лодой возраст), 44–59 (средний возраст), 60–75 

(пожилой возраст), более 75 лет (старческий воз-
раст). Предположим, возраст пациента 56 лет, он 
попадает во второй интервал. Тогда число коди-
руется в OHE следующим образом: [0., 1., 0., 0.] 
(для второго интервала 1, для других 0). Для тега 
«Manufacturer» также выбрано четыре интервала, 
поскольку в наборе данных представлено четыре 
компании-производителя. Тег «SliceThickness» 
разделен на четыре интервала для балансиров-
ки по частоте встречаемости: в первый интервал 
вошли срезы толщиной 0,5 мм, во второй – 0,625 
и 0,75 мм, в третий – 1 мм, в четвертый – 1,25, 1,5, 
2,0 и 2,5 мм. Для тега «XRayTubeCurrent» выбра-
ны интервалы 0–110, 111–200, 201–305 и более 
305 мА с целью сформировать равномерные по 
количеству исследований интервалы для трени-
ровочной и тестовой выборок (т.е. также сбалан-
сировать) (рис. 4). 

Подключение метаданных к нейронной сети
Мы объединили в единую архитектуру 

ResNet10_Meta две нейронные сети, одна из ко-
торых, ResNet10, анализирует диагностические 
исследования в 3D, а вторая принимает закодиро-
ванные в формат OHE метаданные, соответству-
ющие обрабатываемому исследованию. На вход 
ResNet10_Meta подаются диагностическая серия 
и метаданные. Признаки, полученные от двух 
нейронных сетей, объединяются в один вектор, и 
предсказывается класс (кровоизлияние или нор-
ма). Этот подход позволил реализовать и оценить 
способность нейронной сети находить взаимо-
связь между изображением и метаданными. 

Рис. 3.  КТ-исследование (сагиттальная (а) и аксиальная (б)) плоскость, готовое для подачи на нейронную сеть 
после предобрабработки

Fig. 3.  A computed tomography scan (sagittal (а) and axial planes (б)) ready to feed to the neural network after pre-
processing
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Статистический анализ
Все статистические показатели, представ-

ленные в результатах, рассчитаны с 95 %-м до-
верительным интервалом (95 % ДИ) методом 
случайных выборок с возвратом (так называемый 
бутстреппинг, от англ. bootstrapping) с количе-
ством итераций 1000. Оценка качества работы 
алгоритмов проводилась при помощи функции 
classification_report. Для статистического анализа 
использовался критерий МакНемара. 

Результаты и их обсуждение
Выполнено 12 экспериментов по обучению 

нейронной сети, после каждого из которых про-
водилось тестирование и фиксировались метрики 
чувствительности (Sensitivity), специфичности 
(Specificity), аккуратности (Accuracy) и точно-
сти (Precision). В первом эксперименте обуче-
ние и тестирование проходила нейронная сеть 
ResNet10 без подключения к ней каких-либо до-
полнительных метаданных (Baseline), в каждом 
последующем подключались один, два, либо все 
метаданные (таблица). 

Модель с добавлением параметра «XTube» 
демонстрирует более высокую специфичность 
(82,3 %), превосходя базовую модель «baseline» 
(79,4 %), но самую низкую чувствительность 

(58,7 %) среди всех моделей, что говорит о боль-
шом количестве ложноотрицательных случаев 
(пропусков целевой патологии в тех случаях, где 
она присутствует). Модель c добавлением не-
скольких метаданных «XTube+SliceT» продемон-
стрировала сравнительно большую чувствитель-
ность (69,7 %) относительно baseline. Модель с 
добавлением всех метаданных «All params» су-
щественных улучшений не показала. Хотя неко-
торые модели показывают улучшения в отдель-
ных метриках в пределах случайных флуктуаций, 
базовая модель без добавления любых метадан-
ных сохраняет сбалансированные показатели. 
Также, несмотря на отличия в метриках моделей 
с добавлением метаданных, ни одна из них не 
показала значимых отличий от метрик, которые 
продемонстрировала базовая модель (p > 0,05). 

Для проверки гипотезы об изменении метрик 
с использованием другой нейросетевой архитек-
туры был проверен пул экспериментов с нейро-
сетью EfficientNet, полностью подобный тому, 
который осуществлялся для нейросети ResNet10. 
Выполнено также 12 стадий обучения и тести-
рования (базовая и 11 с дополнением метадан-
ными). Сравнение полученных для EfficientNet 
метрик (как в случае базовой конфигурации, так 
и дополненной метаданными) с аналогичными 

Рис. 4. Распределение возрастов (а), толщин срезов (б) и сил тока (в) в обучающем и тестовом наборе данных
Fig. 4. Distribution of age (а), slice thickness (б) and current strength (в) in the training and test datasets
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метриками, полученными для ResNet10, не про-
демонстрировало статистически значимых раз-
личий.

В литературе появляется все больше под-
тверждений тому, что добавление к обучающим 
наборам данных, которые предназначены для 
СИИ, направленных на анализ медицинских изо-
бражений, дополнительной клинической инфор-
мации о пациенте может существенно улучшить 
производительность подобных систем [25]. Но, 
возможно, стоит обучать СИИ распознавать па-
тологию на КТ-изображениях, используя не толь-
ко дополнительную клиническую информацию, 
но и техническую, поскольку реконструируемое 
изображение может обладать такими особенно-
стями, на которые в том числе может опираться 
нейронная сеть при обработке [15]. Точных дан-
ных, которые бы подтверждали или опровергали 
этот тезис, в литературе практически нет. 

В 2019 г. опубликован приказ правительства 
города Москвы о начале проведения Эксперимен-

та по использованию инновационных технологий 
в области компьютерного зрения для анализа ме-
дицинских изображений и их дальнейшего при-
менения в системе здравоохранения. На сегод-
няшний момент в Эксперименте участвует 54 
ИИ-сервиса по 34 направлениям. Среди всех сер-
висов анализ КТ проводят около трети, обрабаты-
вая по большей части данные КТ органов грудной 
клетки и головного мозга [26].

Внутричерепные кровоизлияния – острая 
неотложная патология, которая при задержке 
диагностики или пропуске имеет высокий риск 
неблагоприятного исхода для пациента [27]. По-
этому более качественное обучение систем, на-
правленных на поддержку врачей в диагностике 
данной патологии, имеет очевидные позитивные 
последствия. Тем не менее полученные нами дан-
ные не продемонстрировали статистически зна-
чимых различий в производительности между 
моделями, обученными только на КТ головного 
мозга с наличием и отсутствием кровоизлияний, 

Метрики, полученные в результате обучения модели ИИ без добавления дополнительных параметров 
(Baseline) и с добавлением единичных дополнительных параметров, а также их сочетаний, 95 % ДИ

Metrics obtained from training the AI model without adding metadata (Baseline) and with single metadata, as 
well as their combinations, 95 % СI

Показатель Чувствительность Специфичность Точность Аккуратность

Baseline 62,3
[46,23–78,34]

79,4
[66,04–92,82]

75,2
[59,45–90,89]

70,9
[60,21–81,51]

Один параметр

Возраст 64
[48,1–79,9]

78,3
[64,63–91,95]

74,7
[59,11–90,23]

71,1
[60,53–81,75]

Производитель 67,4
[51,9–82,9]

73,1
[58,46–87,82]

71,5
[56,12–86,92]

70,3
[59,58–81,0]

Толщина среза 66,9
[51,3–82,5]

75,4
[61,17–89,69]

73,1
[57,76–88,48]

71,1
[60,53–81,75]

Сила тока 58,9
[42,55–75,16]

82,3
[69,64–94,94]

76,9
[60,91–92,83]

70,6
[59,89–81,25]

Два параметра

Сила тока, толщина среза 69,7
[54,49–84,94]

71,4
[56,46–86,4]

70,9
[55,76–86,1]

70,6
[59,89–81,25]

Сила тока, возраст 61,7
[45,61–77,82]

79,4
[66,04–92,82]

75
[59,19–90,81]

70,6
[59,89–81,25]

Сила тока, производитель 61,1
[44,99–77,29]

76
[61,85–90,15]

71,8
[55,66–87,96]

68,6
[57,69–79,45]

Толщина среза, возраст 65,1
[49,36–80,93]

78,3
[64,63–91,95]

75
[59,61–90,39]

71,7
[61,16–82,26]

Толщина среза, производитель 69,1
[53,84–84,45]

76,6
[62,54–90,6]

74,7
[59,72–89,66]

72,9
[62,44–83,28]

Производитель, возраст 66,3
[50,62–81,95]

77,1
[63,23–91,05]

74,4
[59,04–89,68]

71,7
[61,16–82,26]

Все параметры
61,1

[44,99–77,29]
81,1

[68,18–94,1]
76,4

[60,71–92,15]
71,1

[60,53–81,75]
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либо на тех же томограммах с дополнительно 
подключаемыми к ним метаданными, содержа-
щими технические характеристики изображе-
ний. Подобные выводы делают в своей работе 
A. Kundisch et al. [24], отмечая, что качество изо-
бражения, так же как и размер кровоизлияния, не 
были существенно связаны с вероятностью не-
верных результатов СИИ. J. McLouth et al. также 
сообщают о высокой обобщаемости результатов 
вне зависимости от моделей и настроек диагно-
стического оборудования [28].

При этом все же, вероятно, имеются неко-
торые технические особенности сканирования, 
которые могут влиять на показатели СИИ. На-
пример, в исследовании A. Zia et al. диагности-
ческая точность коммерчески доступной СИИ 
оказалась самой низкой среди амбулаторной по-
пуляции [17]. Авторы отмечают, что существует 
систематическая разница не только в распростра-
ненности, но и в фактическом содержании амбу-
латорных КТ-сканирований – возможно, имеют 
значение особенности сканеров или меньший 
объем кровоизлияний.

Наше пилотное исследование имеет ряд огра-
ничений. К ним относится выбор нейронной сети 
с открытым исходным кодом, которая не была 
предобучена и настроена специально для диа-
гностики внутричерепных кровоизлияний на КТ 
головного мозга, хоть и имела преимущества для 
анализа непосредственно изображений. Также 
в анализируемую выборку были включены КТ-
данные, полученные только из Единого радио-
логического информационного сервиса Москвы 
без учета частных медицинских организаций. В 
свою очередь учитывались данные только четы-
рех производителей компьютерных томографов, 
при этом отдельный анализ по моделям не про-
водился. Данные причины могут ограничить вос-
производимость исследования на других наборах 
данных из других медицинских информацион-
ных систем с другим распределением моделей 
томографов. Кроме того, выборка ограничилась 
небольшим набором данных, что обусловлено в 
том числе недостаточной производительностью 
компьютеров, на которых происходило обучение 
и тестирование нейронных сетей. С увеличением 
размеров выборки возможно преодоление порога 
статистически значимых отличий для модели с 
метаданными «XTube+Manuf», поэтому планиру-
ется продолжить работу и проверить закономер-
ности на большем количестве исследований.

Заключение
Наши данные продемонстрировали отсут-

ствие достоверных различий в производитель-

ности нейронной сети, анализирующей диагно-
стические изображения без учета или с учетом 
метаданных, добавляемых к обучающему набору 
данных. Таким образом, кажется маловероятным, 
что качество изображения само по себе является 
значимым фактором для СИИ. Хотя еще предсто-
ит выяснить, могут ли коммерчески доступные 
инструменты ИИ быть абсолютно нечувствитель-
ными к техническим характеристикам изображе-
ний. Особенности компьютерных томограмм мо-
гут довольно сильно отличаться в интерпретации 
человеком и ИИ.
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